
Timothy Berthold

Künstliche Neuronale Netze zur 
räumlichen Interpolation von Korn
größenverteilungen mariner Sedimente

Ti
m

ot
hy

 B
er

th
ol

d 
   

 K
N

N
 z

ur
 rä

um
lic

he
n 

In
te

rp
ol

at
io

n 
vo

n 
K

or
ng

rö
ße

nv
er

te
ilu

ng
en

 m
ar

in
er

 S
ed

im
en

te

Schriftenreihe des Instituts für 
Risiko und Zuverlässigkeit Band 2



Künstliche Neuronale Netze zur räumlichen
Interpolation von Korngrößenverteilungen

mariner Sedimente

Von der Fakultät für Bauingenieurwesen und Geodäsie
der Gottfried Wilhelm Leibniz Universität Hannover

zur Erlangung des Grades

Doktor der Ingenieurwissenschaften
Dr.-Ing.

genehmigte Dissertation von
M. Sc. Timothy Berthold

2018



Schriftenreihe des Instituts für Risiko und Zuverlässigkeit
Band 2

Referent: apl. Prof. Dr.-Ing. Volker Berkhahn
Korreferent: Prof. Dr. rer. nat. Insa Neuweiler
Tag der Promotion: 18.09.2018



Shaker  Verlag
Aachen  2018

Schriftenreihe des Instituts für Risiko und Zuverlässigkeit

Band 2

Timothy Berthold

Künstliche Neuronale Netze zur
räumlichen Interpolation von Korngrößen-

verteilungen mariner Sedimente



Bibliografische Information der Deutschen Nationalbibliothek
Die Deutsche Nationalbibliothek verzeichnet diese Publikation in der Deutschen
Nationalbibliografie; detaillierte bibliografische Daten sind im Internet über
http://dnb.d-nb.de abrufbar.

Zugl.: Hannover, Leibniz Univ., Diss., 2018

Copyright  Shaker  Verlag  2018
Alle Rechte, auch das des auszugsweisen Nachdruckes, der auszugsweisen
oder vollständigen Wiedergabe, der Speicherung in Datenverarbeitungs-
anlagen und der Übersetzung, vorbehalten.

Printed in Germany.

ISBN 978-3-8440-6291-5
ISSN 2566-8595

Shaker  Verlag  GmbH  •  Postfach 101818  •  52018  Aachen
Telefon:  02407 / 95 96 - 0   •   Telefax:  02407 / 95 96 - 9
Internet: www.shaker.de   •   E-Mail: info@shaker.de



Abstract

The knowledge of the constitution of the seabed forms the basis for solving many
problems from the fields of habitat mapping, fishing management, environmental
monitoring, as well as marine and coastal engineering. Within this context, there is a
need for spatially high resolution information concerning the surface sediments on
the seabed. Usually, the sediments are described by a grain-size distribution, which
quantifies the particles regarding some grain-size fractions. The grain-size data can be
obtained from given sediment samples quite accurately by different analysis procedures.
However, the process of collecting the samples is very costly so that it can only be
performed at some locations.

The given problem – estimating the sediment characteristics on the basis of a finite
set of given values – can be interpreted as a spatial interpolation problem. Within this
thesis, a model for the spatial interpolation of grain-size distributions is developed. The
model is based on a multilayer perceptron, which is trained by the backpropagation
algorithm. The model is developed in two steps: first, a model for the approximation
of a single grain-size distribution is introduced. Since a grain-size distribution has to
satisfy specific assumptions, the model has to consider those as well. This is establised
by choosing an adequate network topology and by deriving weight constraints. The
model is extended in a further step, in order to capture the spatial variation of the
grain-size distributions. In order to evaluate the constrained model, it is applied to
real world data and is compared to an equivalent unconstrained version of the model.
It turns out that the constrained model is only slightly less accurate compared to the
unconstrained model. Concerning the training speed, no significant difference between
the models have been observed. However, the main advantage of the constrained model
is the guarantee that it produces valid results.

Furthermore, two approaches are presented for extending the model in order to take
into account additional information in terms of side-scan sonar data. The first approach
is based on incorporating the additional information in terms of a covariate. The second
approach utilizes the additional information in order to adjust the decision boundaries
of the model in that way that they match the boundaries, which are given by the
side-scan sonar image.

Comparing the three models by applying them to real world measurements reveals that
the extended models show a more plausible interpolation than the model which does
not consider the side-scan sonar data.

Keywords: artificial neural networks, multilayer perceptron, network topology, surface
sediments, grain-size distribution, spatial interpolation method, side-scan sonar data

i





Kurzfassung

Die Kenntnis über die Beschaffenheit des Meeresbodens bildet die Grundlage zur
Lösung vieler Fragestellungen aus den Bereichen der Biotopkartierung, des Fischerei-
managements, der Meeresumweltüberwachung, des Meeresingenieurwesens und des
Küsteningenieurwesens. In diesem Kontext gibt es großen Bedarf für räumlich hoch-
aufgelöste Informationen bezüglich der Oberflächensedimente auf dem Meeresboden.
Eine gängige Beschreibungsform für Sedimente ist die Korngrößenverteilung, die die
Zusammensetzung des Sediments anhand der Größe der einzelnen Partikel quantifiziert.
Mit der Analyse von Greiferproben lassen sich die Anteile der einzelnen Kornfraktionen
relativ genau bestimmen. Diese Art der Beprobung ist allerdings aufwändig und kann
nur punktuell durchgeführt werden.

Das zugrunde liegende Problem – aus punktuell bekannten Daten eine flächendecken-
de Beschreibung abzuleiten – kann als räumliches Interpolationsproblem aufgefasst
werden. Im Rahmen dieser Arbeit wird ein Modell zur räumlichen Interpolation von
Korngrößenverteilungen entwickelt. Dieses basiert auf einem Multilayer-Perceptron,
das anhand des Backpropagation-Lernverfahrens trainiert wird. Die Entwicklung des
Interpolationsmodells erfolgt in zwei wesentlichen Schritten: Zunächst wird ein Modell
zur Approximation einer einzelnen Korngrößenverteilung entwickelt. Ein wesentlicher
Aspekt dabei ist, dass die approximierte Korngrößenverteilung den Bedingungen einer
Verteilungsfunktion genügen muss. Dies wird durch die Wahl einer geeigneten Netzto-
pologie und die Herleitung von Restriktionen bzgl. der Verbindungsgewichte in dem
Modell sichergestellt. In einem zweiten Schritt wird das Modell um den Aspekt der
räumlichen Interpolation erweitert. Das entwickelte Modell wird an einem Beispiel-
datensatz erprobt und mit einem unrestringierten Modell verglichen. Dabei stellt sich
heraus, dass die Approximationsgüte des restringierten Modells nur unwesentlich gerin-
ger ist, als die des unrestringierten Modells. Hinsichtlich der Trainingsgeschwindigkeit
sind ebenfalls keine wesentlichen Unterschiede zwischen beiden Modellen festzustellen.
Die wesentliche Verbesserung bei dem restringierten Modell besteht darin, dass es im
Gegensatz zum unrestringierten Modell zulässige Ergebnisse liefert.

Darüberhinaus werden zwei Ansätze zur Erweiterung des Modells präsentiert, mit
denen Seitensichtsonardaten als zusätzliche Information berücksichtigt werden kön-
nen. Der erste Ansatz basiert auf der Berücksichtigung der Seitensichtsonardaten als
zusätzliche erklärende Variable. Im Gegensatz dazu besteht die Grundidee des zweiten
Ansatzes darin, die Grenzen der Regionen, in denen sich ähnliche Sedimenttypen
befinden, an den Grenzen der Regionen im Seitensichtsonarbild auszurichten.
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Bei einem Vergleich der Modelle an Daten aus einem Untersuchungsgebiet kann fest-
gestellt werden, dass die interpolierten Korngrößenverteilungen zwischen den Bepro-
bungsstandorten einen plausibleren Verlauf aufweisen, wenn die Seitensichtsonardaten
berücksichtigt werden.

Schlagworte: Künstliche Neuronale Netze, Multilayer-Perceptron, Netztopologie, Ober-
flächensediment, Korngrößenverteilung, räumliches Interpolationsverfahren, Seiten-
sichtsonardaten
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